SISTEME cu 1A

RECUNOASTERE

Clasificarea - procesul de invitare a
asemandarilor si deosebirilor dintre
instantele unor obiecte dintr-o
populatie de obiecte neidentice.

DOUA etape
Clasificarea - sistemul invala caracteristicile
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specifice instantelor .

)|
~ Recunoasterea - sistemul suprapune
« '™ caracteristicile unei instante peste
~ caracteristicile claselor cunoscute si identifica
il clasa céreia apartine.




~ Invatare supravegheata - se aplica atunci cand
<« ™ pentrufiecare model de intrare (instanta a

~ obiectelor clasificate) se cunoaste apriori clasa
<« ™ lacare se asociaza.

Invatare nesupravegheata- se aplica atunci
cand nu se cunoaate in prealahil clasa la care

<
< se asociaza fiecare model de intrare.
.

N Masuri de similaritate /
disimilaritate

Se porneste de Ia un set de vectori de intrare X =
{xt1), X(2},.., X(M)}, cu structura xtm) = [ x1lm),

‘~ X20m), .., xN(m) ).

)| Se doreste separe a K clase — notate K1,X2, ..., KK -
fiecare caracterizata de un prototip zk (k=1...K).

Infinal, pe haza celor K prototipuri zk se asociaza
4‘ fiecare vector x(im) Ia una din cele K clase.

N Masuri de similaritate /
disimilaritate
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p Distanta Euclidiana - norma 2




W Masuri de similaritate /
disimilaritate

Distanta dupanorma1

Masuri de similaritate /
disimilaritate

Distanta dupa norma «

r=max{r .l

|x=2* o= max [.\'n -z
=l N

N\ Masuridesimilaritate /
N disimilaritate
;‘ Distanta dupa ponderata (Mahalanohis )

% = e = [(x - )" C o (x - )] =




Masuri de similaritate /
disimilaritate

N
Ix—zla=Tv, -z,

P,
n=1

In cazul reprezentarii hinare, distanta Hamming
masoara numarul de componente diferite ale
vecorilorxsiz

Pentru: K=[1101) si z=[0110)se ohtine:
lIX=2[ly=11-0]+[1-1[+]0 -1 +[1-0]=3

Algoritmi / Modele de
~ clasificare
<

-
~ 1. Algortimul celor mai apropiati K vecini
2. Algoritmul C-medii
3. Algoritmul ISODATA
4. Retele Kohonen (cu autoorganizare)
4.1. Retele VQ — Vector Quantization
4.2. Retele LVQ — Learning Vector
Quantization
4.3. Retele SOFM — Self Organizing
Feature Maps

4\ Algoritmul celor mai apropiati
K vecini

<.~ Principiu
N o
W it o ot o g

curent, iar acesta din urma este asociat clasel
dominante asociata celor A vectori de referinta.
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Se porneste de la setul de invatare format din
vectorii {0, X2,..., Xt} si de la numérul de clase £
in care se face clasificarea. Atunci cind unul din
acesti vectori X" este asociat unei clase ¢, se
foloseste notatia:

Clasalmi= ¢
Dupé reordonarea aleatorie a vectorilor X' din setul
de antrenare se considera arbitrar ¢ primii £
vectori sunt inclusi fiecare in una din cele £ clase.

4\ Algoritmul celor mai apropiati
K vecini

in continuare, pentru fiecare din restul vectorilor x*1),
X(c+2 _ xU¥1 ge parcurg urmatorii pasi:
(a) se calculeazi distantele fata de vectorii deja
clasificati;
< ™ m se ordoneazi crescitor aceste distante $i se
~ considera vectoril corespunzétori primelor A
« distante reordonate;

[c] pentru cei A vectori se determina clasa dominantd,
4‘ iar vectorul curent se asociaza acestei clase.

4\ Algoritmul celor mai apropiati
’ K vecini
.

Selectarea celor mai apropiati K vecini

| (cazul K="3)

 F %\

++ + ¥ / \Vectorul pentr care
++4 F se face claficarea
++4
o

Tasa 2




1. Date de intrare: modelele de antrenare, sub forma vectorilor de
intrare x™ , m = 1,..., M; parametrul k (num3rul de vecini); numarul
de clase C.
Reordonarea aleatorie a vectorilor de antrenare {x™} m=1,..,M.
Asocierea primelor C modele la cele C clase:
forc=1to Cdo Clasa(c) = ¢
Asocierea claselor pentru restul modelelor de antrenare:

form=C+1toMdo
// Calculeazd distantele fata de vectorii deja clasificati
forg=1tom-1do
d(g) = | Ixm = x4 |

4\ Algoritmul celor mai apropiati
K vecini

~ Algoritmul - continuare

. // Ordoneaza crescator distantele d(g) prin reordonarea

// indecsilor g
~ fori=1tom—1 do Ix(i)=1i
fori=1tom—-2 do
~ forj=i+1tom—-1do
if d(Ix(j)) < d(Ix(i)) then Ix(j) «<—> Ix(i)

4\ Algoritmul celor mai apropiati

4‘ K vecini
.‘ Rigoritmul - continuare

// Calculeazd numarul de vectori asociati fiecarei clase
// pentru primele K distante d(q), corespunzdtor
// indecsilor reordonati

vmax = 0;
~ forc=1to Cdo
v=0

forj=1tokdo
~ if Clasa(Ix(j)) =c then v=v+1

if v>vmax then
Clasa(m) =c
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4\ Algoritmul celor mai apropiati

|

«

|

(a) necesita precizarea a priori a numarului de clase ce
urmeazi afi separate;

() Rezultatele clasificarii sunt influentate de ordinea
tle prezentare a vectorilor;

[c) chiar principiul celor mai apropiati vecini compara
vectorul curent cu vectori care, in majoritatea
cazurilor, se gasesc citre periferia zonelor

(d) nu stabileste vectori carateristici / prototipuri.

Principiu
Rlgoritmul c-medii introduce pentru prima dati
notiunea de prototip sau vector-centru sauvector de
codare, care descrie in mod unitar o clasi. Astfel,
pentru o clasi c, prototipul z°’ se calculeazi ca
medie aritmetica a celor n (c) vectori ce au fost
asociati clasei respective:

1 M
Z(C) = Z X(m)
(€ ) 1

& 1@=x™ v m,cuproprietatea Clasa(ml=c

<
<
<
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Initializare

1) y(2) )

si de la numéarul de clase C < M care trebuie
separate. Dupi reordonarea aleatorie a setului de
antrenare, se atribuie arhitrar primele C modele de
antrenare celor C clase, vectoril X", ..., X® devenind
prototipurile 27, ..., z(¢),




Fiecare din restul de M- C modele de antrenare
este asociat unei clase, pe baza distantelor minime
fatd de cele C prototipuri.

Se recalculeaza prototipurile claselor i se fac noi
asocieri.

Procesul se reia, pana cand - in dous iteratii
succesive — prototipurile claselor nu se schimba
sau se schimba intr-o masura nesemnificativa.

Cunatificarea pre |

Evaluarea dimensiunilor zonei acoperite de fiecare
clasi - ahaterea medie pitratica dintre prototipul

clasei si vectoril din setul de antrenare asociati

™) — 2@ Y m, cuproprictatea Clasai mi=c

Ahaterea patratica totala:

<
1 H
gF =1 o,

reprezinti o misura a preciziei de clasificare.

Date de intrare: modelele de antrenare, sub forma vectorilor de
intrare x(™ , m = 1,..., M; numérul de clase C.

Reordonarea aleatorie a vectorilor de antrenare {x™} m=1,...,M.
Asocierea primelor C modele la cele C clase:
forc=1toCdo

29 =x9; n(c) =0




4. Asocierea fiecdrui model de antrenare la clasa cu prototipul cel mai
apropiat:
form=1to M do
Dmin = 10 // Initializarea distantei minime
forc=1toCdo
if ||x™—2©]|| < Dmin then
Dmin = | |xm = 20| |
Cmin=c
Clasa(m) = Cmin
n(Cmin) = n(Cmin) + 1

Algoritmul - continuare

forc=1toCdo
wl=0
form=1to Mdo
if Clasa(m) = c then
wie) = wile) 4 x(m)
wic) =wl / n(c) // Prototipuri temporare

<; Algoritmul € - medii
R

Algoritmul - continuare

6. Calculul abaterilor patratice:
c2=0
forc=1toCdo
62=0
form=1toMdo
if Clasa(m) = c then
0= 02+ [xim - i |2
c2=02/n(c)
o2= 02 +o 2




7. Criteriul de oprire:
daca prototipurile s—au modificat nesemnificativ — adica
| |29 = wl9| | < ¢ pentru toate centrele c = 1,..., C
algoritmul se incheie. Tn caz contrar, se memoreaza noile prototipuri:

forc=1to Cdo zl = wl
si se revine la pasul 4.

Observatii

[a) necesita precizarea a priori a numérului de clase ce
« urmeazi afi separate;

(h) nu este garantata convregenta;

| [c) rezultate mai bune decat algoritmul celo mai
anropiati K vecini

< (d) Darezuitate bune, in special in cazul claselor net

43 separabile.




